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분산투자하여 포트폴리오를 만들어 기존의 투자 전략보다 위

험을 감소시키는 것을 말한다. 한편 블록체인 기술을 기반으

로 만들어진 암호화폐인 비트코인은 2009년 이후 급격한 성

장세를 보이며 발전해온 투자자산의 한 종류이다[1]. 비트코

인은 중앙은행 없이 세계 어느 곳에서나 P2P방식으로 금융 

거래를 가능하게 했고, 비트코인에 이어 수많은 알트코인들

이 생겨나며 블록체인 기반 암호화폐 생태계를 이루고 세계 

곳곳의 거래소에서 거래되고 있다. 포트폴리오 투자 이론은 

시세 변화가 민감한 암호화폐 시장에서도 안정적으로 투자를 

할 수 있도록 만들어 준다. 하지만 암호화폐 시장은 주식 시

장과는 다르게 24시간 개장이 되어 있기 때문에, 투자자가 직

접 포트폴리오 투자 관리를 끊임없이 지속하는 것은 매우 어
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요     약

금융투자 관리 전략 중에서 여러 금융 상품을 선택하고 조합하여 분산 투자하는 것을 포트폴리오 관리 이론이라 부른다. 최근, 블록체인 

기반 금융 자산, 즉 암호화폐들이 몇몇 유명 거래소에 상장되어 거래가 되고 있으며, 암호화폐 투자자들이 암호화폐에 대한 투자 수익을 안

정적으로 올리기 위하여 효율적인 포트폴리오 관리 방안이 요구되고 있다. 한편 딥러닝이 여러 분야에서 괄목할만한 성과를 보이면서 심층

강화학습 알고리즘을 포트폴리오 관리에 적용하는 연구가 시작되었다. 본 논문은 기존에 발표된 심층강화학습 기반 금융 포트폴리오 투자 

전략을 바탕으로 대표적인 비동기 심층 강화학습 알고리즘인 Asynchronous Advantage Actor-Critic (A3C)를 적용한 효율적인 금융 포트

폴리오 투자 관리 기법을 제안한다. 또한, A3C를 포트폴리오 투자 관리에 접목시키는 과정에서 기존의 Cross-Entropy 함수를 그대로 적용

할 수 없기 때문에 포트폴리오 투자 방식에 적합하게 기존의 Cross-Entropy를 변형하여 그 해법을 제시한다. 마지막으로 기존에 발표된 

강화학습 기반 암호화폐 포트폴리오 투자 알고리즘과의 비교평가를 수행하여, 본 논문에서 제시하는 Deterministic Policy Gradient based 

A3C 모델의 성능이 우수하다는 것을 입증하였다.
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려운 일이다. 최근에, 그 해결책으로 주식투자 전략을 알고리

즘화한 봇을 사용하고자 하는 노력이 많이 이루어지고 있다. 

그 예들로 2016년 12월에 공개된 Gunbot [2]과 2017년 9월에 

공개된 Profit Trailer Bot [3]이 있다. 하지만, 이러한 봇들은 

투자자가 직접 개별적인 매수/매도 전략을 지정해야하기 때

문에, 그러한 매수/매도 전략에 대한 지식이 없으면 봇의 운

영이 쉽지 않다.

최근 딥러닝을 포함한 머신 러닝이 여러 분야에서 괄목할

만한 성과를 보이면서 머신러닝으로 암호화폐 거래를 시도하

는 연구가 많이 진행되어 왔다. 하지만 대부분의 연구는 정량

적인 주식 가격의 흐름을 예측하는 것들이 대부분이며 알고

리즘 내부에서도 주식이론을 많이 도입하고 있다[4, 5]. 또한 

제안하는 알고리즘의 성능은 예측 정확도에만 의존하며, 그

러한 예측 정확도에 입각하여 거래 시그널을 생성하는 방향

으로 연구가 이루어지고 있다[6, 7].

최근 강화학습은 뉴럴 네트워크와 결합이 되어 높은 성능

을 보인다. 대표적인 강화학습 알고리즘 예로 벨만 최적 방정

식에서 비롯된 DQN (Deep Q-Network)이 존재하며, 이는 

탐욕적으로 오프폴리시(Off-Policy) 시간차 제어 방식의 학습

을 통하여 비교적 높은 성능의 모델을 생성한다. 하지만, 과

거의 행동(Action)을 충분히 메모리에 저장을 한 이후 학습에 

사용하기 때문에, 에피소드가 매우 길거나 끝이 없는 환경

(Environment)에서는 DQN을 활용하기 어렵다. 따라서 각 행

위 스텝별로 학습이 가능하면서도 정책(Policy) 네트워크와 가

치(Value) 네트워크를 분리하여 사용하는 A2C (Advantage 

Actor-Critic), A3C (Asynchronous Advantage Actor-Critic)

와 같은 강화학습 알고리즘들이 최근 발표되고 그 성능과 효

율이 주로 컴퓨터 게임 분야에서 입증된 바 있다 [8, 9, 10].

그리고 최근 암호화폐 포트폴리오 관리 전략에 활용되는 

시도가 학계에서 발표되고 있다. 강화학습 에이전트가 대신 

전략을 고안 하도록 하여 투자의 경험이 없거나 투자지식이 

적은 사람도 안정적인 자산 관리를 할 수 있도록 만드는 것

이 목표이다. 이중 가장 대표적인 연구[11]은 Deterministic 

Policy Gradient 알고리즘을 사용한 것이다. 이 논문에서는 

Ensemble of Identical Independent Evaluators (EIIE) 뉴럴 

네트워크 토폴로지와 Portfolio-Vector Memory (PVM) 등의 

기법을 활용하여 투자 시뮬레이션 환경에서 백테스트(Back- 

Test)를 수행하였고 머신러닝을 활용한 포트폴리오 관리에 

대한 기존 연구들보다 성과가 뛰어났다.

하지만, 한정된 시간 내에 투자 수익을 보다 높일 수 있는 

강화학습 모델을 구성하기 위해서는 여러 강화학습 에이전트

를 비동기적으로 활용하는 A3C 알고리즘 접목이 필요하다. 

따라서 본 논문에서는 포트폴리오 투자 이론에 최신 강화학

습 알고리즘인 A3C를 접목한 연구 수행 결과를 제시한다. 금

융 포트폴리오 투자 이론에 A3C를 접목하려는 이유는 다음

과 같다. 첫 번째는 오프폴리시 모델이 비동기 다중 에이전트

를 통해 학습되기 때문에 하나의 에이전트가 직면할 수 있는 

지역 최적화(Local Optimization) 문제에서 좀 더 자유롭기 

때문이다[7, 8]. 두 번째는 에이전트의 투자 종목 선택 및 배

분율 결정에 직접 관련된 정책 네트워크와 투자 수익 성능 

평가에 관련된 가치 네트워크를 분리시켜서, DQN과 다르게 

그러한 분리된 정책의 가치 판단을 통하여 최종 목적인 정책

에 대한 학습을 보다 효율적으로 수행할 수 있기 때문이다[9].

한편, 암호화폐 포트폴리오 관리에 A3C를 접목시키는 과

정에서 기존의 Cross-Entropy 함수를 그대로 적용할 수 없

기 때문에 기존의 Cross-Entropy를 변형하여 정책 네트워크 

업데이트에 사용하였다. 한편, 기존에 발표된 강화학습 기반 

포트폴리오 투자 알고리즘과의 비교평가를 수행하여, 본 논

문에서 제시하는 A3C 모델의 성능이 Deterministic Policy 

Gradient 모델보다 우수하다는 것을 입증하였다.

본 논문의 구성은 다음과 같다. 2장에서는 강화학습과 포

트폴리오 투자 관리에 관한 기존 연구에 대해 설명하고, 3장

에서는 데이터 처리에 관한 내용을 설명한다. 최신 강화학습 알

고리즘인 A3C를 적용하여 만든 모델인 “Deterministic Policy 

Gradient based A3C”를 4장에서 제시한다. 이어 5장에서는 

Deterministic Policy Gradient 모델과의 비교평가 결과 또한 

보인다.

2. 관련 연구

2.1 강화 학습

강화학습의 목표는 에이전트가 환경과 상호작용하며 기대 

누적 보상 을 최대한 높이는 것이다. 에이전트는 임의

의 스텝 에서 환경의 상태(State) 를 관찰하고, 파라미터 

집합 를 지닌 모델의 정책 를 통해 도출한 행동(Action) 

을 수행하고, 그 행동에 대한 보상(Reward) 를 받는다. 

한편, 에이전트는 임의의 상태 에서 시작하여   스텝에서 

에피소드가 끝난다고 가정할 때, 보상 감쇠율(Discount 

Factor)   (∈ )를 고려한 다음 Equation (1)과 같은 

상태 에서의 누적 보상을 얻는다[9, 10].

  
′  



 ′  ′  (1)

Action-Value 함수 
   는 현재 상태 를 관찰

한 뒤, 현재 정책 에 따른 행동 에 대한 누적보상 의 

기댓값이다. 최적의 Action-Value 함수에 대한 수식은 다음

과 같다.

     
    (2)

Equation (2)는 재귀적인 형태를 가지는 아래와 같은 벨만 최

적방정식으로 표현이 가능하다. 

         
        (3)
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Equation (3)은 강화학습의 목적인 누적보상 을 최대로 높

이는 데 사용된다[12-14].

일반적으로 강화학습에서 시간차 방법에 의한 Equation 

(3)은 정책 평가 업데이트에 사용되며 탐욕적으로 Action- 

Value 함수를 개선하여 정책을 업데이트한다. 한편, 정책의 

기울기(Gradient) 방향으로 정책을 직접 업데이트하는 방법

이 존재한다. 구체적으로, 임의의 스텝 에서의 정책 을 

기반으로 Action-Value 함수의 기울기 방향으로 업데이트 하

여 새로운 스텝에서의 정책   을 얻을 수 있다. 이와 같

은 방법은 아래 수식으로 나타내며


    

  
∇




           (4)

Chain-Rule 에 입각하여 계산하면 아래와 같은 정책 업데이

트 수식에 의해 정책의 기울기 방향으로 정책 파라미터들을 

개선시킨다[15].


    

  
∇

 ∇
    (5)

하지만 시간차 방법에 의해서 정책 파라미터들을 업데이

트 시킨다면 업데이트가 수행된 직후 스텝에서는 개선된 정

책 파라미터들이 쓰일 것이다. 이는 업데이트된 정책이 배포

되는데 대한 명백한 평가가 이루어지기 전이므로 이에 대한 

보완이 필요하다.

그래서 스텝이 진행 중일 때 정책 파라미터들을 업데이트

하지 않고 정책에 기반 하여 모든 상태 값들을 고려하면서 

업데이트하는 방법이 DPG (Deterministic Policy Gradient) 

방법이다. 이 방법에서는 정책 파라미터 에 대하여 행동 

    을 정의하며, 정책에 의한 행동의 보상 값을 정

책의 기울기 방향으로 업데이트 시킨다. 수식으로는 다음과 

같다[11, 15].

    




   (6)

        ∇   (7)

하지만 DPG에 의한 정책 업데이트는 상태의 단일 시퀀스에 

대해 얻은 보상 값만을 정책 업데이트에 이용한다는 점에서 

학습의 안정성이 보장되지 않는다. 그래서 본 논문은 성능향상

과 안정성에 기여하기 위한 방법으로 A3C를 Deterministic 

Policy Gradient 방법과 결합하여 암호화폐 포트폴리오 관리 

에이전트 모델에 접목시켰다. 

2.2 Asynchronous Advantage actor-critic (A3C)

A3C 알고리즘은 여러 개의 에이전트가 비동기적으로 학

습한다(Fig. 1 참조). 하나의 메인 쓰레드로부터 파생된 여러 

개의 각 쓰레드가 독립적인 에이전트 역할을 수행한다. 메인 

쓰레드는 전역 뉴럴 네트워크를 가지고 있으며 전역 뉴럴 네

트워크는 정책 네트워크와 가치 네트워크로 분리된다. 각각

의 에이전트도 전역 뉴럴 네트워크와 동일한 구조를 갖는 지

역 뉴럴 네트워크를 소유한다. 메인 쓰레드의 전역 뉴럴 네트

워크는 정책 네트워크 파라미터 벡터 와 가치 네트워크 파

라미터 벡터 을 갖고, 에이전트의 지역 뉴럴 네트워크는 

정책 네트워크 파라미터 벡터 ′와 가치 네트워크 파라미터 

벡터 ′를 갖는다.

Fig. 1. A3C Model Architecture

정책 네트워크는 임의의 스텝 에서 상태 에 대한 행동 

  결정에 관한 정책  을 근사하고, 가치 네트워크는 

상태 에 대한 기대보상을 나타내는 가치함수  를 근

사한다. 에이전트는 각 에피소드 마지막 스텝의 행동을 수행

한 이후, 지역 뉴럴 네트워크에 존재하는 정책 네트워크와 가

치 네트워크를 통해서 메인 쓰레드가 가진 전역 뉴럴 네트워

크를 업데이트 한다. 이 후 새로운 에피소드의 학습이 수행될 

때, 에이전트는 전역 뉴럴 네트워크의 파라미터를 지역 뉴럴 

네트워크로 복사하여 사용한다. 

한편, Advantage-Function   은 현재 정책에 의

해 계산된 보상과 가치함수  와의  차이를 나타내는 지

표이며 정책 네트워크 업데이트에 활용되며, 다음과 같이 정

의된다.    

        (8)

Equation (8)에서는   의 분산을 줄이기 위해 보

상 감쇠율 를 활용하여 감쇠된 누적 보상에서 실제 가치 

 를 빼주는 방법을 활용함을 알 수 있다.

지역 뉴럴 네트워크 내 정책 네트워크와 가치 네트워크의 

Loss-Function은 다음과 같고,

∇ ′log        (9)

     
 ′ (10)

정책 네트워크와 가치 네트워크의 파라미터 벡터의 업데이트 

수식은 다음과 같다[9].
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   ∇′log        (11)

         
′ (12)

Cross-Entropy의 MLE (Maximum Likelihood Estimation) 

이론에 따르면 미래의 결과를 알 수 없는 상황에서는 정책 

네트워크의 보상을 이용해서 불확실도를 낮추는 정책을 찾는

다[16, 17]. 타깃 One-Hot 벡터 을    ⋯  


로 정의하고 를 번째 행동의 확률로 정의할 때 MLE 

의 수식은 다음과 같다 [17].

  
 



   
 




 



 
 (13)

위 Equation (13)를 활용한 Cross-Entropy 는 다음

과 같이 정의되며, 최종적으로 는 Equation (11)에서의 

Loss-Function을 구성하는 log   대신 사용된다.

 

   log (14)

2.3 포트폴리오 투자 관리

암호화폐 포트폴리오 관리 문제는 소유한 자산을 투자 가

능한 암호화폐에 지속적인 분산투자를 하여 초기 투자 자산

에 대비해 더 많은 자산을 얻는 것을 목표로 한다. 이와 관련

된 선행 연구로서는 SCRP (Successive Constant Rebalanced 

Portfolios) [18], ONS (Online Newton Step algorithm) [19] 

등이 있다. 이러한 연구들에서는 Price-Relative Vector를 정

의하여 사용한다.   를 암호화폐 에 대한 스텝 에서의 종

가로 정의하고 를 전체 개의 암호화폐에 대한 스텝 에

서의 종가 벡터라고 정의할 때, 스텝 에서의 Price-Relative 

Vector 는 시간 에서의 에 대해 ㅍ이전 시간의   

로 나누어 준 것으로 다음 수식과 같다[11].

  ⊘  

     

 
   

 
⋯   

 


(15)

위 Equation (15)에서 은 ⋯ 로 가

정하며, 본 논문에서도 Equation (15)에서 제시된 Price- 

Relative Vectors는 포트폴리오 관리를 위한 강화학습에서 활

용한다. 하지만, 기존 연구들[18, 19]은 위와 같은 Price-Relative 

Vector를 이용해서 미래의 Price-Relative Vector만을 예측할 

뿐, 포트폴리오 투자 관리 자체를 수행하는 방법을 제시하지 

않는다. 머신러닝의 회귀기법을 이용하여 투자 전망이 좋은 

금융 상품을 선별하는 기법을 제시하는 [20]을 비롯하여 딥러

닝의 뉴럴 네트워크를 활용하여 금융지표 중 하나인 S&P 

500을 예측 하려는 연구인 [21]도 포트폴리오 관리를 직접 수

행하는 방안을 제시하지 않는다. 

한편, [22-24]는 지능적인 에이전트 모델 개발을 통해 효과

적으로 포트폴리오 관리를 수행한 연구 결과를 제시한다.  이

러한 연구들은 에이전트의 능동적인 투자 관리를 통해 효과

적인 포트폴리오 관리 방안을 제시한다. 하지만, 사람이 미리 

정해놓은 패턴 조건에 일치하는 상황이 발생할 때에만 수익

을 기대할 수 있다. 하지만, 강화학습에 의해 학습된 에이전

트는 사람이 정할 수 있는 패턴 이외에 상황 속에 잠재된 또 

다른 패턴을 새로 찾아낼 수 있다. 

최근에 강화학습 에이전트가 암호화폐에 대하여 포트폴리오

를 지능적으로 관리하는 연구가 [11]에서 제시되었으며, 본 논

문이 제안하는 알고리즘의 기초 모델인 DPG 기법을 통하여 암

호화폐를 분산 투자하여 수익을 향상시킬 수 있음을 보였다.

본 논문은 최근 대표적인 강화학습 알고리즘으로 주목받

고 있는 A3C 알고리즘을 [11]에서 제시된 DPG에 접목하여 

암호화폐 분산 투자 수익률을 더욱 높이는 방안을 제시한다. 

3. 데이터 처리

본 논문에서 기준 통화는 원화로 정하며, 국내 빗썸 거래

소에서 원화 기반의 암호화폐 가격 데이터를 취득 및 관리한

다. 빗썸 API [25]를 활용해 거래 가능한 모든 암호화폐의 시

가(Opening Price), 종가(Closing Price), 고가(High Price), 저

가(Low Price), 타임스탬프(Timestamp) 데이터를 단위 시간 

  마다 수집한다. 이 때 의도치 않은 문제를 포함한 비정상 

데이터가 수집될 수 있다. 본 장에서는 이러한 비정상 데이터

를 정상 데이터로 전처리(Preprocessing)하는 방식과 그러한 

데이터를 강화 학습에 사용될 데이터셋으로 가공하는 방법을 

설명한다.

3.1 비정상 데이터 전처리

정상 데이터는 강화학습 데이터셋 구성을 위하여 곧바로 

활용할 수 있는 데이터이다. 반면 비정상 데이터에는 부적합 

데이터, 손실 데이터, 제로 데이터가 존재한다. 부적합 데이터

란 데이터가 단위 시간   간격으로 수집되지 않은 데이터를 

말한다. 손실 데이터는 단위 시간   간격으로 수집되었으나 

실제 내용이 비어 있는 경우이다(Table 1의 5, 6번째 행). 마

지막으로 제로 데이터는 단위 시간   간격으로 수집되었으

나 가격 정보가 ‘0’으로 기록되어있는 경우이다(Table 1의 2, 

3번째 행의 Closing Price).

이러한 비정상 데이터의 출현 빈도는 정상 데이터 출현 빈

도에 비해 매우 작지만, 비정상 데이터에 대한 전처리가 올바

르게 수행되지 않으면 이후 강화학습 성능에 영향을 미친다. 

Table 1은 단위 시간 가 10분으로 수집된 암호화폐 BTC 

(Bitcoin)에서 발생한 비정상 데이터의 예시이다. 아래 1)∼3)

에서는 Table 1을 예로 들어 비정상 데이터에 대한 처리 방

법에 대해 설명한다.
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1) 부적합 데이터 처리

매 10분 정각마다 암호화폐 데이터를 수집할 때, API를 통

해 가져오는 데이터의 타임스탬프가 10분 정각의 데이터가 

아닐 수가 있다. 이러한 경우, 단순하게 단위 시간 10분 기준

으로 잘못된 타임스탬프 값을 수정한다. Table 1의 2, 10번째 

행이 그에 대한 예시이며, ‘2018.11.12 00:59’는 ‘2018.11.12. 

01:00’으로, ‘2018.11.12 05:59’는 ‘2018.11.12. 06:00’으로 변경한

다 (Table 1의 Timestamp도 이에 따라 함께 변경한다).

2) 손실 및 제로 데이터 처리

수집된 임의의 데이터 내에 연속된 개의 가격 정보가 

없거나 0인 경우에, 바로 이 전 가장 가까운 올바른 데이터 

정보를  라고 하고 바로 이 후 가장 가까운 올바른 데이

터의 정보를   라고 할 때, 유실된 가격 정보    

( ≤  ≤ )는 다음 수식과 같이 보정된다.  

      ×

    
(16)

손실 데이터와 제로 데이터의 전처리 방법은 같고, 제로 

데이터의 수정방법을 예로 들면, Table 1의 2, 3번째 행의 종

가는 연속해서 제로 데이터가 수집되었다. 이 경우 Equation 

(16)을 활용하여 데이터를 수정한다. 는 7,200,000이고, 

는 2이고  은 7,206,000이다.  인 2번째 행의 종가

는 0에서 7,202,000으로,  인 3번째 행의 종가는 0에서 

7,204,000으로 치환된다.

3.2 데이터셋 정의

비정상 데이터가 앞서 설명된 전처리 방법으로 처리된 이

후에는 암호화폐의 시가를 제외한 종가, 고가, 저가 데이터를 

활용하여 데이터셋이 구성된다. 암호화폐 데이터셋은 시계열 

데이터이며, 단위 시간 를 기준으로 형성되는 임의의 시점 

의 종가가 대부분의 경우 시점  의 시가와 동일하기 때

문에 데이터셋에서 시가를 제외하였다. 총 개의 암호화폐

에 대하여, 를 기준으로 과거 개의 종가, 고가, 저가 데이

터를 활용하여 데이터셋을 구성한다. 이 때, 은 윈도우 크기

(Window Size)라고 일컫는다. 따라서 임의의 시점 의 데이

터셋 의 차원 구성(shape)은   이다. 이후 5장에

서 알 수 있듯이 본 논문에서 단위 시간 는 기본적으로 10

분으로 정한다. 

한편,   ,  


,  


는 각각 번째 암호화폐의 임의의 

시점 에서의 종가, 고가, 저가로 정의한다. 기준 통화(즉, 

  )인 원화는 가격의 변동이 없기 때문에 다음 수식이 성

립한다.

    
   

   (17)

또한,  , 


, 


 벡터는 개의 암호화폐에 대한 

임의의 시점 를 기준으로 정규화된 종가, 고가, 저가 벡터이

다. 각각의 벡터에 대하여, 윈도우 크기 에 대한 마지막 종

가 대비 벡터 요소별 나누기 연산(⊘)을 통해 벡터 내에 존재

하는 기존 가격 데이터를 다음과 같이 정규화한다. 

       ⊘     ⊘
⋯    ⊘  ≥ 

(18)

 
      

 ⊘
     

 ⊘


⋯    
 ⊘

  ≥ 
(19)

 
      

 ⊘
      

 ⊘
 

⋯    
 ⊘

   ≥ 
(20)

Fig. 2는 임의의 시점 에서의 를 도식화한 것이다. 

Timestamp Date & Time (String) Opening Price Closing Price High Price Low Price

1 1541951400000 2018.11.12 00:50 7,200,000 7,200,000 7,200,000 7,198,000

2 1541951940000 2018.11.12 00:59 7,198,000 0 7,210,000 7,198,000

3 1541952600000 2018.11.12 01:10 7,203,000 0 7,204,000 7,200,000

4 1541953200000 2018.11.12 01:20 7,204,000 7,206,000 7,206,000 7,200,000

5 1541953800000 2018.11.12 01:30

6 1541954400000 2018.11.12 01:40

7 …

8 1541968200000 2018.11.12 05:30 7,230,000 7,229,000 7,234,000 7,229,000

9 1541968800000 2018.11.12 05:40 7,231,000 7,232,000 7,234,000 7,230,000

10 1541969940000 2018.11.12 05:59 7,236,000 7,234,000 7,236,000 7,233,000

Table 1. Example of Abnormal Data in the Collected BTC Data
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Fig. 2. Structure of Dataset  for Window Size n

4. 강화학습 모델

4.1 보상 정의

본 논문에서 제안하는 포트폴리오 관리 대상 암호 화폐는 

사전에 개를 미리 정한다고 가정한다. 본 모델에서 가정하

는 시간은 시점 0부터 시작하며 암호화폐 자산 분배 행동은 

단위 시간 를 기준으로 형성되는 매 시점   ( ≥ )마다 

강화학습의 스텝 가 수행된다. 임의의 스텝 에서의 가중치 

벡터(Weight Vector) 는 각 암호화폐별 자산 분배율 벡터

로 정의되며, 이 벡터를 구성하는 요소  는 스텝 에서의 

암호화폐 의 자산 분배율이다( ≤   ≤ ).  는 스

텝 에서 전체 보유 자산 대비 기준 통화(원화)의 분배율을 

의미한다. 포트폴리오 관리 시작 시 보유 자산은 모두 기준 

통화로 가지고 있으며(  ), 아래 수식과 같이 임의의 

스텝 에 대해 기준 통화를 포함하여 각 암호화폐 자산 분배

율의 총합은 항상 1이다. 


 



    (21)

에이전트는 자산 분배율에 따라 암호화폐를 매매하며, 스

텝  에서 개의 암호화폐에 대한 종가 벡터   가 스

텝 에서 로 변동됨에 따라서 각 암호화폐의 잔고가 변경

된다. 각 암호화폐의 보유 잔고는 스텝 에서 암호화폐 개

에 대한 보유 수량을 의미하며 로 표현된다.

스텝 에서 자산 분배 전 변동 포트폴리오 자산 가치 

′  는 단위 시간동안 변동된 암호화폐 가격에 따른 변화

가 계산된 보유 자산 총액이다. 수식으로는 다음과 같다(연산

자 ∙는 두 벡터간의 내적을 의미한다).

′     ∙    (22)

한편 자산 분배 시에 따른 수수료가 지불되기 때문에, 자

산 분배 전 변동 포트폴리오 자산 가치에서 분배되는 암호화

폐의 분배량에 따라 수수료가 지불된다. 거래되는 암호화폐

의 양에 따라 수수료비율 가 적용되어 수수료가 계산된다. 

스텝 에서 수수료가 지불된 이후 포트폴리오 자산 가치 

와 보유 잔고 는 다음과 같이 정의된다(연산자 ⊙는 두 벡

터의 동일 위치 원소들의 곱셈을 의미한다).

  ′    
 



⊙    ′   (23)

  ⊘ (24)

 

한편, 스텝 에서 로그 손익률 는 다음과 같이 표현 가

능하다. 

  ln     (25)

강화학습 에이전트가 스텝 에서 자산을 분배시키는 행동을 

한 후에 받는 보상이 바로 Equation (25)에 기술된 가 된다.

Fig. 3은 임의로 선정한 암호화폐 3종에 대해서 시점 0 이

후 3번의 스텝에 걸쳐서 자산을 분배시키는 에이전트의 보상 

의 산출 과정을 상세한 예시로서 보여준다. 이 예에서 수수

료 비율 는 거래와 판매 시 동일하게 0.0015로 가정한다. 시

점 0에서 보유한 포트폴리오 자산 가치는 10,000이다. 이 후 

스텝   에서 포트폴리오 가치는 9,985이고, 로그 손익률 

는 -0.0015이다. 이후 스텝   에서 포트폴리오 자산 가

치는 10,180으로 증대되었고, 로그 손익률 는 0.0193로 긍정

적인 보상이 나왔다. 마지막 스텝   에서는 포트폴리오 

자산 가치가 10,089로 소폭 감소되었고, 로그 손익률 은 

-0.0090으로 계산되었다.

4.2 Mini-Batch Sampling

강화학습 에이전트의 궁극적인 목표는 마지막 스텝 에

서 최종 포트폴리오 자산 가치를 최대화 시키는 것이다. 시

계열 데이터의 특성상 입력 데이터의 수는 곧 기간을 의미한

다. 즉 학습에 입력되는 데이터 수에 따라서 모델의 성능이 

달라질 수 있다. 그래서 본 연구에서는 확률적 경사하강법에 

의한 학습 효율을 저해하지 않는 수준에서 전체 학습 데이터

를 작게 나누어 입력 데이터로 활용하는 미니배치 샘플링

(Mini-Batch Sampling) 방식을 사용했다[26]. 샘플링 잡음

(Sampling-Noise)과 샘플링 편향(Sampling-Bias) 문제를 피

하기 위해서, 미니배치 샘플링 방식에 다음 수식과 같은 기하 

분포 확률(Geometrically Distributed Probability)  를 

이용하여 임의의 스텝 에서의 샘플 데이터의 시작 스텝 를 

정하였다.  

     
    (26)
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즉, 미니배치 샘플링을 할 때에  에 근사하여 

 ≤   를 만족하면서 무작위로 선택된   및 미리 정의

한 윈도우 크기 에 대하여      스텝 범위의 데이터

를 미니 배치 데이터로 사용한다. 한편,  Equation (26)에 활

용되는 계수 ∈  는 기하 분포의 모양을 결정하며, 이

에 따라 시장 내 어떤 시기의 데이터를 더 중요시하는지 조

정할 수 있다.

에이전트는 미니배치 샘플링 방식을 학습과 더불어 온라

인 학습에서도 사용한다. 새로운 데이터가 수집될 때마다 에

이전트는 그 것들을 유지시킴으로써 추후에 학습데이터로 사

용하는데, 이를 통해 평가가 이루어지고 있는 모델일지라도 

에이전트가 지속적으로 학습시킬 수 있다.

4.3 Deterministic Policy Gradient based A3C Model

본 절에서는 제안하는 모델 Deterministic Policy Gradient 

based A3C (A3C-DPG)에 대한 설명과 기존 DPG 기법과의 

차이점에 대해 설명한다. 

대부분의 강화학습은 뉴럴 네트워크 모델을 거쳐 나온 결

과 값 중에서 가장 값이 큰 행동을 선택한다. 하지만 본 논문

의 에이전트는 매 스텝 마다 각 원소의 총 합이 1인 확률 벡

터     ⋯    자체를 에이전트 

행동, 즉 4.1절에서 정의한 임의의 스텝에서의 로 활용한

다. 따라서 모델을 거쳐 나온 행동을 Cross-Entropy 수식 

Equation (13)의 인자 과 같은 One-hot 벡터 형태로 나타

낼 수 없다. 이 문제를 해결하기 위해서 Equation (13)의 

     대신에 에이전트 행동에 해당하는 

    ⋯  의 원소 각각의 제곱

을 모두 더한 값을 대입하였다. 정책 네트워크 모델을 통하여 

얻은 행동 벡터의 번 째 원소 를    로 정의할 

때, 변형된 MLE ′   및 Cross-Entropy  ′ 을 다시 

정리하면 다음과 같다.

′   
  




 



   


 
  




 



   


(27)

Market

Conditions
ID T Learning data period Back-Test data period

General

Market

Back-Test #1-1 10 2017-09-29 00:10:00 ~ 2018-09-21 00:00:00 2018-09-21 00:10:00 ~ 2018-10-06 00:00:00

Back-Test #1-2 30 2017-09-29 00:30:00 ~ 2018-09-21 00:00:00 2018-09-21 00:30:00 ~ 2018-10-06 00:00:00

Bull

Market

Back-Test #2-1 10 2017-09-29 00:10:00 ~ 2018-02-05 00:00:00 2018-02-05 00:10:00 ~ 2018-02-21 00:00:00

Back-Test #2-2 30 2017-09-29 00:30:00 ~ 2018-02-05 00:00:00 2018-02-05 00:30:00 ~ 2018-02-21 00:00:00

Bear

Market

Back-Test #3-1 10 2017-09-29 00:10:00 ~ 2018-03-01 00:00:00 2018-03-01 00:10:00 ~ 2018-03-16 00:00:00

Back-Test #3-2 30 2017-09-29 00:30:00 ~ 2018-03-01 00:00:00 2018-03-01 00:30:00 ~ 2018-03-16 00:00:00

Table 2. Data ranges for back-test

Fig. 3. Portfolio Management Process Example
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 ′    log ′  (28)

에이전트에게 주어진 보상 체계는 Full-Exploitation 방식

으로 정하여 항상 정책 네트워크에서 제시하는 포트폴리오 

분배 가중치에 따라 자산을 분배한다. 매 스텝마다의 상태와 

행동을 모두 고려하는 보상 함수를 정책 매개변수 업데이트

에 사용하며, 스텝 가 종료된 시점의 에피소드의 최종 보상 

함수 는 다음과 같다.

  




 
 
  



 (29)

4.2 절에서 언급한 미니배치 샘플링 방식에 의해 샘플링된 미

니 배치 데이터에 대한 Advantage-Function은 다음과 같고,

     
 
  



   (30)

정책 네트워크와 가치 네트워크의 업데이트 수식은 다음과 

같다.

→   ∇ ′log′   (31)

→     
′ (32)

5. 실험 평가

암호화폐 포트폴리오 관리 목적은 보유한 통화를 거래 가

능한 다른 암호화폐와 교환하여 최종 포트폴리오 자산 가치

를 증대시키는 것이다. 실험 평가에서는 1) 본 논문이 제시하

는 모델인 A3C-DPG, 2) [11]의 연구에서 제시된 DPG, 그리

고 3) 무작위로 포트폴리오 관리를 하는 Random 모델에 대

한 백테스트(Back-Test)를 진행한다. 

5.1 백테스트 및 강화학습 성능 평가기준

벡테스트가 종료되면 주어진 백테스트 기간의 마지막 스텝

까지 누적된 포트폴리오 자산 가치 증감 비율(Portfolio Value 

Variation Ratio, PVVR)을 통해서 각 모델의 수익률을 비교평

가 하였다. 스텝 에서 PVVR  의 수식은 아래와 같으며,

        (33)

마지막 스텝 에서 누적된 PVVR  은 다음과 같다.

   
  



     (34)

한편 모델이 가변적인 시장 상황에 따라 유연하게 대응할 

수 있는지를 평가하기 위해서 백테스트의 기간을 ‘일반’, ‘상

승장’, ‘하락장’으로 나누어 비교하였다. 그리고 단위 시간 
를 10분과 30분으로 나누어 자산의 분배 주기에 따른 모델 

성능을 비교평가 하였다. 3.2절에서 설명한 임의의 데이터셋 

샘플의 윈도우 크기 은 단위 시간 기준으로 100으로 정하

였다. 따라서 강화학습 모델에 입력으로 사용되는 임의의 데

이터셋 샘플 1개의 시간 길이는 가 10이면 1000분(=16시간 

40분)이며, 가 30이면 3000분(=2일 2시간)이다.

백테스트는 실제 암호화폐 시장과 같은 투자 시뮬레이션 환

경에서 에이전트의 포트폴리오 관리 성능을 평가하기 위해 사

용된다. 본 실험에 쓰인 암호화폐의 종류는 총 8종이며 각각의 

암호화폐 명칭은 BTC, ETH, XRP, BCH, ETC, DASH, XMR, 

ZEC이다. 이들은 비교적 일찍 빗썸 거래소에 상장되고 거래량

도 많은 암호화폐들이다. Table 2는 학습에 사용된 학습 데이터 

기간과 백테스트를 위한 데이터 기간을 제시한다. 학습이 진행

되는 각 에피소드 마다 미니배치 샘플링 되는 전체 데이터 기간

은 2일이며, 2일이 지나면 PVVR이 산출된다. 학습이 종료되면 

에이전트는 학습 데이터 기간 직후 바로 이어지는 15일 간의 

백테스트를 진행한다. 백테스트가 시작되면 에이전트는 학습과 

동일한 방식으로,   만큼의 시간이 지나는 매 스텝 마다 포트

폴리오 재분배를 하게 된다. 백테스트가 종료된 후 산출된 최종 

PVVR  를 통해 모델의 성능을 측정한다.

게다가, PVVR 이외에 백테스트 종료 시에 계산되는  추적

오차(Tracking Error, TE)와 정보비율(Information Ratio, IR) 

지표를 통해서 기존 DPG 방식 대비 A3C-DPG의 성능 향상 

정도를 추가적으로 비교분석하였다 [27, 28]. 추적오차는 백

테스트 기간 내 각 스텝 마다의 포트폴리오 가치 증감 비율

인  


과 


를 비교함으로써 DPG와 

A3C-DPG 모델 간의의 성능격차를 측정한다. 다음은 실험에 

사용된 추적오차 계산 수식이다.

  










  

 
(35)

추적오차가 작다면 두 모델이 비슷한 행동을 한다는 것을 암

시하고 반대로 커지게 된다면 그 만큼 두 모델이 다른 행동

을 하며 그에 따른 차이가 발생한다는 의미이다. 

한편, A3C-DPG 모델이 DPG 모델보다 더 좋은 성과를 내기 

때문에 추적오차의 차이가 생기는 것인지 아니면 그 반대의 경

우 때문에 차이가 생기는 것인지는 정보비율 지표로써 알아볼 

수 있다. 정보비율은 DPG 모델 대비 A3C-DPG 모델의 최종 초

과 투자 수익  
  


을 추적오차로 나누어 준 

것이며, 백테스트에서 제시하는 모델이 기존 모델에 비해 어느 

정도로 적극적인 운용을 하며 수익을 내는지 알 수 있는 지표이

다. 다음은 실험에 사용된 정보비율 계산 수식이다.

 

 
  



(36)
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Fig. 4. Weight Distribution Ratio of Back-Test #3-2
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5.2 모델 성능 비교 결과

Final Portfolio Value Variation Ratio 

A3C-DPG DPG Random

Back-Test #1-1 2.4271 1.0840 1.1012

Back-Test #1-2 1.6007 1.4968 1.0896

Back-Test #2-1 17.3247 4.5705 1.6175

Back-Test #2-2 4.4227 2.7413 1.3524

Back-Test #3-1 1.8283 1.2304 0.7155

Back-Test #3-2 1.4632 1.3918 0.7201

Table 3. The Final PVVR Comparison between Models 

A3C-DPG, DPG, and Random

제시된 Table 3에서 보이듯이, 본 논문에서 제안하는 

A3C-DPG 모델이 Random 모델뿐만 아니라 기존 모델인 

DPG 보다 전체적으로 더 높은 최종 PVVR을 산출함을 알 

수 있다. 또한, 제안하는 A3C-DPG 모델인 경우 가 30분인 

경우 보다는 10분인 경우에 최종 PVVR이 높다. 즉, 

A3C-DPG 모델은 짧은 주기의 투자 운용을 수행하여 시장 

상황에 더 민첩하게 대응할 수 있음을 암시한다. 또한, 가격 

변동이 상승세를 타며 투자하기 좋은 시장상황에서는 가 

10분일 때 A3C-DPG 모델의 최종 PVVR은 17.3247로서 최

초 자산 대비 17배 이상의 많은 수익을 거두었음을 알 수 있

다. 또한, 가격 변동이 하락세를 타며 투자하기 좋지 못한 시

장상황에서도 가 10분일 때 A3C-DPG 모델의 최종 PVVR

은 1.8283으로서 최초 자산 대비 2배 가까운 수익을 거두었음

을 알 수 있다.

Tracking Error Information Ratio

Back-Test #1-1 0.8679 1.5474

Back-Test #1-2 0.0749 1.3857

Back-Test #2-1 7.2513 1.7588

Back-Test #2-2 0.9538 1.7627

Back-Test #3-1 0.2431 2.4596

Back-Test #3-2 0.0888 0.8034

Table 4. The TE and IR Values of A3C-DPG Model based on 

DPG Model

또한 백테스트에서 A3C-DPG 모델이 DPG 모델보다 더욱 

활발한 투자 운용을 했음을 Table 4가 제시하는 추적오차와 

정보비율 지표를 통해서 알 수 있다. Back-Test #2-1의 경우 

A3C-DPG 모델이 DPG 모델보다 높은 초과 투자 수익을 얻

었기 때문에 7.2513이라는 높은 추적오차가 발생했음에도 정

보비율이 1.7588로 계산되었음을 알 수 있다. 반면 Back-Test 

#3-1은 A3C-DPG 모델이 DPG 모델보다 효율적인 투자 움

직임을 보였기 때문에 0.2431의 낮은 추적오차에도 불구하고 

2.4596이라는 높은 정보비율이 계산되었음을 확인할 수 있다.

5.3 자산 분배율 분석

이번 절에서는 에이전트가 백테스트에서 높은 FPV를 얻을 

수 있었던 이유를 Fig. 4에서 제시하는 암호화폐 자산 분배율 

분석을 통해서 알아본다. Fig. 4는 FPV가 가장 높았던 

Back-Test #2-1에서 백테스트 기간 중 3일 동안의 암호화폐별 

자산 분배율을 각 암호화폐의 종가와 함께 보여준다. 첫 번째 

그래프는 해당 기간의 PVVR 추이를 제시하고, 두 번째 그래프

는 동일 기간의 보유 자산 중 원화의 비율을 제시한다. 세 번째

부터 마지막까지의 그래프는 실험에 쓰인 8개 각각의 암호화폐

에 대하여 동일 기간 동안의 자산 분배 비율 추이를 보여준다.

영역 A에서 대부분의 암호화폐들은 상승세를 타고 있으며 

그 중에서 ZEC는 다른 암호화폐에 비해 가격 상승곡선이 가

파르다. 이 같은 상황에서 강화학습 에이전트는 전체 보유 자

산을 ZEC를 구매하기 위해 사용하여 ZEC의 보유 자산 비율

을 높이는 행동을 했고, ZEC의 가격 하락세가 보이는 시점부

터는 ZEC에 있던 자산을 원화로 환수하는 행동을 보였다. 또

한 영역 B에서도 가격 상승곡선이 가장 가파른 DASH 자산

을 대부분 확보하였다가 DASH 가격 상승이 주춤해질 때 비

교적 더 많은 가격 상승이 예상된 XMR 자산을 더 많이 확보

하였다. 영역 A와 B에서 이와 같은 행동을 통하여 전체 

PVVR을 상승시킴을 확인할 수 있다.

6. 결  론

본 논문은 전통적인 금융 포트폴리오 관리 문제를 강화학

습 프레임워크를 사용하여 해결한 Deterministic Policy 

Gradient (DPG) 모델을 개선시킨 Deterministic Policy 

Gradient based A3C (A3C-DPG) 모델을 제시하였다. 빗썸 

API를 통해 과거 암호화폐 가격 데이터를 수집했고 학습과 

벡테스트를 위한 데이터셋을 만들기 위해 전처리와 가공 과

정을 거쳤다. 그리고 학습 데이터셋을 미니배치 샘플링하여 

강화학습 에이전트의 학습에 활용하였다. 두 모델의 백테스

트를 통해서 비교 평가 실험을 하였고, 시장금융 투자의 관점

에서 추적오차와 정보비율 지표를 인용함으로써 A3C-DPG 

모델이 기존 DPG 모델보다 더 적극적인 투자 성향을 보인다

는 것을 입증하였다. 그리고 백테스트 결과, 강화학습 에이전

트는 암호화폐 시장 상황에 구애받지 않고 적극적인 투자를 

했다. 특히 상승장에서 초기 투자 자본금의 약 17.3배에 달하

는 수익률을 보였고, 하락장에서도 약 1.8배의 수익률을 얻었

다. 또한 에이전트의 포트폴리오 투자 비율을 분석해 제시함

으로써 앞선 백테스트 결과에 대한 근거를 제시하였다.

금융 데이터는 기존 강화학습에서 다루었던 컴퓨터 게임 

데이터에 비해 특수하며 각 특성 데이터 값의 해석이 상당히 

중요하다. 데이터 특성 값들을 사용 목적에 맞는 기준을 세워 

정규화하고, 모델의 일반화가 잘 이루진다면 강화학습을 금

융 투자 도메인에서도 활용할 수 있는 가능성이 존재한다.
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