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요 약

전쟁, 산불 등의 재난상황에서 기존 유무선 네트워크가 손실되었을 때 무인항공기를 활용하여 신속히 네트워크

복구를 하는 방안에 대한 연구가 활발히 진행되고 있다. 기존 연구에 널리 활용되는 온라인 강화학습기반 무인항

공기 학습 방식은 환경과 실시간 상호작용을 하며 행동정책을 학습한다. 이러한 온라인 학습 방식은 재난상황에서

는 효율적이지 않다. 또한, 3차원 공간에서의 네트워크 복구 임무는 성공 확률이 다소 낮아 보상 신호를 획득하기

힘든 희소보상 환경이기에 기존의 강화학습 알고리즘을 적용하는데 어려움이 크다. 이러한 문제점들을 해결하기

위하여 본 연구는 오프라인 강화학습에 LSTM(Long Short-term Memory)을 적용한 무인항공기 복구 학습방법을

제안한다. 오프라인 강화학습을 기반으로 한 제안된 방식은 고정된 사전수집 데이터셋을 활용하여 정책을 학습한

다. 따라서 실제 환경과 상호작용하지 않고 안전한 정책학습이 가능하다. 또한, 시계열 정보를 고려하는 LSTM을

활용하여 보상에 기여한 행동들에 간접적으로 보상을 할당하므로 희소 보상환경에서도 원활한 정책학습이 가능하

다는 장점이 있다. 모의실험을 통하여 제안하는 방법을 통해 학습한 무인항공기가 네트워크 부분손실 환경 복구를

우수한 성능으로 수행하는 것을 확인하였다.

Key Words : Unmanned Aerial Vehicle, Reinforcement Learning, Offline Reinforcement Learning, Sparse

Reward Environment

ABSTRACT

In disaster scenarios, ongoing research seeks to swiftly restore disrupted networks using unmanned aerial

vehicles (UAVs) when conventional wired and wireless infrastructures falter. Current research predominantly

relies on online reinforcement learning, wherein UAVs acquire behavioral policies through real-time interactions.

However, network restoration in three-dimensional spaces presents formidable challenges due to the scarcity of

reward signals in low-probability success scenarios, rendering traditional reinforcement learning approaches less

effective. To address these challenges, this paper proposes an approach that integrates Long short-term memory
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Ⅰ. 서 론

최근드론등무인항공기기술이발달함에따라, 무
인항공기가 네트워크의 노드로서 네트워크를 구축 및

복구하는 기술이 주목받고 있다. 무인항공기는 공중
기동을 통해 사람 및 차량의 접근이 어려운 환경에도
접근가능하다. 이러한 장점으로, 기존 유무선망이 부

분 손실된 산불 및 지진 등의 재난상황이나 군사상황
에서 손실 지점으로 신속히 이동하여 기존 네트워크
를 복구할 수 있다[1].

연속적인의사결정이가능한강화학습을통해무인
항공기의 이동목표를 결정하는 방법으로 중앙제어방
식과 자율적분산형 의사결정방식이 있다. 중앙제어방

식은노드수가증가함에따라모든노드의정보를실
시간으로 수집 및 처리해야하기 때문에 효율성이 낮
다[2]. 따라서본연구는노드가관측가능한정보를바

탕으로 스스로의사결정을 내리는 자율적분산형 의사
결정 방법을 고려한다. 자율적 분산형 의사결정을 토
대로 하는 강화학습 시, 학습 주체인 개체는 환경의

모든 정보인 상태정보 중 관측 가능한 정보인 관측정
보에 따라 행동을 결정한다. 개체는 해당 관측-행동
쌍에따른보상을얻는과정을반복하여, 최대의누적

보상을 얻는 행동을 취하는 것을 목표로 정책을 학습
한다.

하지만 해당 문제 상황에서 강화학습을 통한 정책

학습에는두가지어려움이있다. 첫번째는강화학습
방식으로 널리 쓰이는 온라인 강화학습(Online

Reinforcement Learning) 방식이 재난상황에서의 적

용이불리하다는점이다. 온라인강화학습방식에서는
개체가 환경에 직접 행동을 취하며 정책을 학습한다.

이때 불안정한 초기 정책학습과정에서 취하는 시행착

오과정은사회적및경제적손실을야기할위험이있
다. 이에따른해결방법으로본연구는고정데이터셋
만을 통해 학습이 가능한 오프라인 강화학습(Offline

Reinforcement Learning)[3] 방법을 고려한다. 오프라
인 강화학습을 통해 정책을 사전 학습한 무인항공기
는 재난환경에서의 시행착오로 인한 위험부담을 경감

할 수 있다. 두 번째로, 무인항공기가 네트워크 유실

지점으로 이동하는 과정에서 점진적인 보상신호를 받
는 것이 아닌, 네트워크를 복구하는 순간에만 보상을

획득하는환경적특징이다. 강화학습은보상신호를근
거로정책을학습하기때문에, 이와같이목표를달성
한 순간에만 보상을 받는 희소보상환경(Sparse

Reward Environment)[4]에서는 정책학습이 어렵다.

이에 따른 해결방법으로는 본 연구는 직접적인 보상
뿐만 아니라, 시계열 정보를 고려하여 간접적으로 보

상을할당한다. 구체적으로, 희소보상환경에서의학습
을 위해 시계열정보를 고려하는 TD3(Twin Delayed

Deep Deterministic Policy Gradient Algorithm)-

LSTM 방법을 제안한다. 제안 방법의 성능평가는 시
뮬레이션을 통해 수행한다.

본논문은다음과같이구성되어있다. Ⅱ장에서본

연구와관련된선행연구를소개한다. Ⅲ장은본연구
에서 정의하는 네트워크 손실 상황, 희소보상 환경으
로서의 해당 상황, 그리고 그에 따른 해결방법으로

TD3-LSTM 오프라인 강화학습 방법을 설명한다. Ⅳ
장에서는 시뮬레이션을 통해 제안한 알고리즘의 성능
을 평가하고, Ⅴ장에서 결론을 맺는다.

Ⅱ. 선행 연구

2.1 심층 강화학습
강화학습은 학습과 행동의 주체인 개체(Agent)가

환경(Environment)과 상호작용하며 시행착오를 바탕
으로 행동정책(Policy)을 학습하는 기계학습 방법이

다. 강화학습은 심층신경망(Deep Neural Network)을
접목한 심층강화학습(Deep Reinforcement Learning)

의 등장으로 복잡한 환경의 문제 학습에 높은 성능의

달성이 가능해졌다[5]. 이에 로보틱스(Robotics), 경제,

게임 등 많은 분야에서 활발하게 연구되고 있다[6,7,8].

강화학습방법으로 Model-based 방법혹은 Model-free

방법이있으며, 현실세계의모델을정확히알기어렵
기 때문에 대부분의 연구에서 Model-free 방법을 사
용한다. Model-free 방법은환경에서높은누적보상을

받을 수 있는 행동정책을 학습한다. 구체적으로,

Model-free 방법은 행동 및 관측정보의 가치를 근사

(LSTM) into offline reinforcement learning, utilizing a fixed pre-collected dataset to enable safe policy learning

without direct real-world interaction. The LSTM's capability to assign rewards to action sequences contributing

to success facilitates smoother policy development even within sparse reward environments. Empirical simulation

experiments confirm the effectiveness of our method in enabling UAVs to efficiently recover partial network

loss.
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하는 가치함수를 통해 최적의 행동을 취하는
Value-based 방식과 주어진 관측정보에 따른 최적의
행동을 취하는 정책을 근사하는 Policy-based 방식이

있다. Value-based 방식으로 대표적으로 Q-learning[5]

이 있으며, Policy-based 방식으로는 REINFORCE[9]

가 있다. 두 가지 방법을 절충한 방식으로는 본 연구

에서 다룰 TD3(Twin-delayed Deep Deterministic

Policy Gradient)알고리즘[10]과 같은 액터-크리틱
(Actor-critic)[11] 방법이 있다.

2.2 심층 강화학습 기반 네트워크 복구 UAV 
학습

군사상황이나화재및산사태와같은재난상황에
서기존네트워크가손실된경우, 네트워크노드로동

작할 수 있는 무인항공기가 신속히 이동하여 네트워
크를 복구할 수 있다. 무인 항공기는 사람의 조종이
닿지 않는 곳에서도 다양한 기상상태 및 지형지물을

고려하여연속적인의사결정을내려야한다. 이에자율
적이고 연속적인 의사결정이 가능한 강화학습 기반
무인항공기 학습 연구가 활발히 진행되고 있다[12]. 이

때 UAV 기기의통신및에너지자원등의기기제한
사항을 고려하며 FANET(Flying Ad-hoc Network)을
구축하는 연구들이 주를 이루고 있다. [13]에서는

UAV의 통신범위와 에너지 자원이 제한되어 있다는
점을 고려하여 UAV의 에너지 소비, 즉 이동량을 최
소화하며 FANET을 구축함을 보였다. [14]에서는

UAV가 유선통신에 비해 비교적 불안정하며 보안이
취약함에 주목하여, 주파수 공유 참여 여부를 고려하
며 FANET을 구축한다. 앞서 언급한 선행 연구들을

통해 UAV의 기기 제한사항을 고려하여 네트워크를
복구하는 강화학습 학습 연구가 활발히 진행됨을 확
인할 수 있다.

하지만 기존 선행연구들은 네트워크 복구 행동이

위기 상황에서 이루어질 수 있다는 점의 주목도가 낮
다. 온라인 강화학습은 직접 환경에 시행착오를 취하

며정책을학습한다. 이러한재난상황에서의시행착오
행동은 경제적 및 사회적 손해 또한 야기할 수 있다.

따라서본연구는개체가환경과직접시행착오및상

호작용하지 않고 고정된 데이터셋을 기반으로 학습하
는 오프라인 강화학습을 고려한다.

2.3 오프라인 강화학습
기존에 널리 쓰이던 온라인 강화학습에서, 개체는

환경에 행동을 취하고 반복적으로 경험을 수집하여
정책을 학습한다. 이때, 학습된 정책을 바탕으로 높은

누적보상이 예상되는 행동을 취하는 활용

(Exploitation)과 새로운 행동을 취하는 탐색
(Exploration)을 통해 정책을 학습한다. 탐색 시의 시
행착오는최적의정책을찾는도움을주지만, 의료및

자율주행 등의 분야에서 치명적인 인적 및 물적 손실
로 이어질 수 있다.

오프라인 강화학습은 이와 달리 환경과 직접 상호

작용하며탐색하지않고, 고정된사전수집데이터셋만
을활용하여 정책을 학습한다(그림 1). 이러한 장점으
로 최근 오프라인 강화학습에 대한 활발한 연구가 이

어지고 있다[16,17]. 적용분야에 있어서 시행착오 행동
으로 인한 에이전트 기기의 손괴 피해범위가 큰 로봇
분야에서 활발히 연구되고 있다[18,19]. 또한 시행착오

행동이 치명적인 인적 피해로 이어질 수 있는 자율주
행 분야에서도 연구가 이어지고 있다[20,21]. 하지만 무
인항공기를 활용한 신속한 네트워크 복구 상황 또한

안정적인 정책운용이 필요한 상황임에도 불구하고 온
라인 강화학습을 고려하는 선행연구들이 주를 이루고
있다[12-14]. 재난상황에서의 안전한 네트워크 복구를

목표로 하는 본 연구는 오프라인 강화학습을 고려하
여, 온라인 강화학습을 기반으로 하는 선행 연구들을

보완한다.

2.4 희소보상환경
희소보상환경은 강화학습에서 에이전트가 올바른

행동을 취했을 때 받는 보상이 드물게 주어지는 환경
이다. 이는보상을기반으로정책을학습하는 개체가

목표에 도달할 수 있는 행동을 학습하기 어렵게 만들
어, 정책 학습의 어려움을 야기한다[22]. 본 논문의 문
제상황또한 3차원 공간에서 네트워크를 복구하는 정

확한 공간으로 이동해야만 보상을 받는 희소보상환경
에 해당한다[23].

그림 1. 오프라인 강화학습과 온라인 강화학습의 비교
Fig. 1. Comparison between offline reinforcement learning
and online reinforcement learning
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이러한 희소보상환경에서 정책 학습을 위해 기존
보상을 보완하여 내적 보상신호를 개체에게 전달하는
Intrinsic Reward 방법이제안되었다. 그중활발히연

구되고있는 Curiosity 기반 Intrinsic Reward 부여방
법[24]은 개체가 환경을 탐색하고 새로운 정보를 얻는
정도를측정하여보상으로사용하는방법이다. 개체는

자신이 얼마나 예측을 잘하고 있는지 평가하면서 환
경을탐험한다. 구체적으로, 개체는 다음상태를예측
하고실제상태와비교하며, 이예측오차를 Curiosity

로사용하여에이전트에게 Intrinsic Reward를부여한
다. 이는개체가미래의상태를얼마나정확하게예측
하는지에 대한 측정 지표가 된다. 온라인 강화학습을

고려하는많은선행연구들은해당방법을활용하지만,

본 논문에서 고려하는 오프라인 강화학습의 경우 탐
색과정이 존재하지 않기 때문에 효율적인 탐색을 전

제로 하는 Intrinsic Reward 방법을 적용할 수 없다.

따라서 오프라인 강화학습에서도 희소보상환경에서
정책을 원활히 학습할 수 있도록, 본 논문은 시계열

정보를 고려해간접적으로 보상을 할당하는 알고리즘
을 제안한다.

Ⅲ. 재난상황 FANET 복원을 위한 TD3-LSTM 
기반 UAV 오프라인 강화학습 방법

본장에서는문제상황을정의하고그해결방법으로

TD3-LSTM 기반 오프라인 강화학습 방법을 제안한
다.

3.1 문제상황 설정
본연구는 ×× 크기의 3차원공간에서일부

노드가 통신 불능 상태가 된 재난상황 부분손실 네트
워크를 고려한다. 해당 상황에서 문제 노드의 정확한
위치 파악이 불가하고 문제 지역으로 사람의 직접적

인 접근이 어렵다. 따라서, 무인 항공기는 자율적인
의사결정을 바탕으로 문제 노드의 위치로 이동 및 대
체함으로써 네트워크 부분 복구를 진행하고자 한다.

고려하는 문제 상황에 대한 예시 이미지는 그림 2와
같다.

네트워크를 구성하는 노드 의 종류는∈rasd이다. 각각 정보를 수집하는 소스 노드, 데이터 센터로수집한정보를전달하는 목적 노드 , 그리고소스노드와목적노드사이의연결을담

당하는 개의 보조 노드 ⋯ , 그리고 릴레이

노드 을 의미한다. 따라서, 모든 노드의 집합은

⋯로정의된다. 모든노드는

이중통신(Full Duplex)을가정하며, 모든노드의 통신

가능 거리이자 릴레이 노드의 관측 가능 거리는 로
고정되어 있다. 이때, 고정된 위치의 소스 노드와 목
적 노드가 떨어져 있어 직접 통신이 불가능한 네트워

크를 고려한다. 네트워크 연결은 보조 노드와 릴레이
노드를 통하여 소스 노드부터 목적 노드까지 통신가
능 거리로 끊임없이 연결되었을 때로 정의한다. 보조

노드는 각 위치에 고정되어 움직이지 않으며, 이 중
랜덤하게 1개의 보조 노드가 동작 불능 상태가 되어
네트워크 연결이 부분 손실된 상황을 고려한다. 릴레

이 노드는 변화하는 네트워크 부분 손실 상황에서 손
실을 복구하는 위치로 이동하는 것을 목표로 한다.

3.2 마르코프 결정 과정(Partially Observable 
Markov Decision Process) 모델 제안

현실적인 강화학습 문제는 개체가 제한적인 관측
정보를 통해 의사 결정을 수행하는 POMDP(Partially

Observable Markov Decision Process)로 표현할 수

있다. POMDP는튜플    로정의한다.

개체는학습과행동의주체로서, 상태 ∈를관측하
여관측정보 ∈를얻는다. 관측정보를바탕으로행
동 ∈를 결정하며, 해당 관측-행동 쌍 에 대
한 보상 을 획득한다. 개체는 시간에 따른 중요도인

감가율 가 적용된 누적 보상  을 최대화하는
행동정책을학습하는것을목표로한다. 이때, 는타
임스텝을 의미한다.

3.2.1 상태정보(State)

상태 정보 ∈는 네트워크 내 모든 정보를 의미
하며, 아래와 같이 정의한다.

  rP aP sPd 

그림 2. 고려하는 부분손실 네트워크 복구 문제 상황
Fig. 2. Considered network recovery scenario for partial
network loss
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 i  xiyizii∈rsad는 노드 의 상태 정보인 축별 위치를 담고 있는 벡터를 의미한다. 이때,

릴레이노드 를제외한모든노드 ∈asd의위치
는 단일 에피소드 내에서 시간과 관계없이 동일한 위

치를 유지한다. 본 연구는 ×× 크기의 3차원
공간의 FANET을 고려하므로, 노드 ∈asd의 축
별 위치는 아래와 같이 에서 정의된다.

≤  ∈asd ≤ N
릴레이 노드 은 UAV의 공중 주행 특징을 고려

하여높이 이하로주행하지않는다. 따라서 의축
별 위치는 아래와 같이 정의된다.

 ≤  ≤  ≤  ≤
3.2.2 관측정보(Observation)

관측 정보 ∈는 릴레이 노드가 관측 가능한 정
보로, 상태정보 의부분집합이다. 이는아래와같이
정의한다.

  rlxl yl z 
 r은 릴레이 노드 의 위치정보 벡터이다. i  lili⋯liJ i∈xyz은 릴레이 노드가 관측 가능

한 개의인접노드  ⋯ 까지의축별직선거리벡
터이다. 이때, 노드 와 간 유클리디안 거리

(Euclidean Distance)가  이하일때, 노드 와 는인
접하며, 관측가능 및 통신 가능하다고 정의한다. 이때
무인항공기는 한정된 메모리 크기를 가짐에 따라 릴

레이 노드가 관측할 수 있는 노드의 수는 최대 개로
제한한다.

3.2.3 행동(Action)

행동 ∈는 릴레이 노드의 축별 이동거리 벡터
값이며, 아래와 같이 정의한다.

 ∆∆∆ 
이때, 각 원소는 아래와 같이 이동 가능거리 범위maxmax 에서 정의된다.

max ≤∆∆∆ ≤ max
3.2.4 보상(Reward)

보상 은 다음과 같이 정의한다.

 
    if network is recovered  otherwise
 ∆  ∆  ∆ 

첫번째항 는네트워크복구여부에따른보상항
이다. 네트워크가복구된경우 1, 복구되지않는경우

0으로 정의된다. 두 번째 항 는 네트워크가 복구된
후 릴레이 노드의 무의미한 움직임을 감소시키는 처
벌항이다. 이를 통하여 개체인 릴레이 노드의 배터리

소모량을 최소화할 수 있도록 한다. 과 는 전체
보상에 대한 보상항과 처벌항의 반영 정도를 조정하

그림 3. TD3-LSTM 네트워크 구조
Fig. 3. TD3-LSTM network structure
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는 계수이다.

3.3 TD3-LSTM 기반 오프라인 강화학습 알고
리즘

본 절에서는 재난상황 FANET 복원을 위한

TD3-LSTM 알고리즘을 제안한다. TD3 알고리즘 설
명 후, 본 연구의 문제상황의 특징인 희소보상환경을
고려한 TD3-LSTM의 알고리즘을 설명한다.

3.3.1 TD3 알고리즘

TD3 알고리즘은 액터-크리틱 알고리즘의 일종으
로, 연속적인관측및행동공간에서정책을학습할수
있다. 수행할행동을결정하는액터네트워크 와행
동을 평가한 가치값을 액터 네트워크에게 피드백으로

제공하는크리틱네트워크  로구성된다. 액터

및 크리틱 네트워크는 반복적으로 업데이트되어 누적
보상을최대화하는정책을학습한다. TD3 알고리즘은

크리틱네트워크에서두개의네트워크  를활
용하여, 이 중 낮은 값을 학습에 사용한다. 이러한

Clipped Double Q-learning 기법을통해기존크리틱
네트워크의 문제였던 과대 추정 문제를 완화한다. 또

한 TD3 알고리즘은원본네트워크 와목표
네트워크 ’’’를 분리하는 특징이 있다. 목표

네트워크의 학습을 진행하다, 갱신 주기 에 원본 네
트워크와 목표 네트워크를 갱신한다. 이처럼 원본 네
트워크의 갱신이 온건히 이루어지도록 하여 학습의
안정성을 향상한다. 더불어 행동을 결정하는 액터 네

트워크가 가치를 판단하는 크리틱 네트워크에 비해
낮은 빈도로 학습을 진행하도록 하여 학습의 안정성
을 향상한다.

TD3의 크리틱 네트워크 목적함수는 다음과 같다.

   min   ′ ′where a∼′o′ ∼clipℕ (1)

  argmin    (2)

는 의가치를평가하는크리틱네트워크로
서, 식 1과같이 TD-target인 를계산하여식 2와같

이 업데이트된다. 수식 (1)에서  는 액터 목표 네트
워크에서계산된행동을의미하며 ′는 에서행동 
을 취한 후 다음 타임스텝에서의 관측 정보를 의미한

다. 는 정책 평활화(smoothing)를 위한 노이즈이다.

ℕ는 평균이 0이고 분산이 인 정규분포이며,는 해당 정규분포에서 범위 로 제한되어 추
출된다.

액터 네트워크의 목적함수는 다음과 같다.

  argmax  o (3)

액터 네트워크는 행동정책을 근사하는 네트워크로

서, 식 (3)을통해 값을극대화하는행동을취하도록
업데이트됨을알수있다. 앞서기술한네트워크의갱
신은 아래와 같이 이루어진다.

’ ←  ′ (4)

’ ← ‘ (5)

는네트워크의갱신반영정도를조절하는소프트
업데이트 파라미터이다. 즉, ∈는 1에 가까울수
록 원본 네트워크를 크게 반영하여 목표 네트워크를

갱신하고, 0에 가까울수록 적게 반영하여 갱신한다.

3.3.2 희소보상 환경을 고려한 TD3-LSTM 알고리즘

본 연구에서 고려하는 네트워크 부분손실 상황은
네트워크를 복구한 순간에 한정되어 보상을 받는다.

따라서, 3차원공간에서다양한행동을취하여도네트
워크를 복구하는 위치로 정확히 이동하여 보상을 받
을 확률이 희박하다. 이러한 환경은 보상신호를 기반

으로 하는 정책 학습이 어려운 희소보상환경으로 정
의된다. 이러한 희소보상환경에서의 정책 학습시, 시
계열 정보를 고려하는 순환신경망을 활용하여 보상에

이르는 단계들에게 간접적으로 보상을 할당할 수 있
다. 구체적으로, DQN 알고리즘에 관측 정보의 시계
열을 고려하는 LSTM(Long Short-term Memory)[25]

를 결합한 DRQN(Deep Recurrent Q-network)[26]은
기존 강화학습 DQN(Deep Q-network) 알고리즘에
비해 뛰어난 성능을 보여주었다. 이어서

ADRQN(Action-specific Deep Recurrent

Q-network)[27]은 관측정보에 행동정보 또한 LSTM을
통해 고려하여 개선된 성능을 보였다. 하지만, 해당

연구들은 연속공간이 아닌 이산공간을 기반으로 한다
는 한계가 존재했다. 이에 연속된 공간을 고려할 수
있는 DPG(Deterministic Policy Gradient)[28]알고리즘

에 LSTM을 적용한 RDPG(Recurrent DPG)[29]가 연
속된공간에서의정책학습을보였다. 본연구는 DPG

알고리즘과같이연속공간을고려하되, 과대추정문
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제를 해결하며 더 빠르고 안정적인 학습 성능을 보이

는 TD3 알고리즘에 LSTM 레이어를 적용한다. 해당
TD3-LSTM 알고리즘은 알고리즘1에서 확인할 수 있

다. 구체적으로, LSTM[은 hidden cell 를 통해이전
시간단계의 정보를장기적으로 기억한다. 이때, 시계

열학습단위인시퀀스의 길이는 로정의하며, 길이 

의 시퀀스 ⋯⋯’⋯⋯는 각각  ’로 정의한다. 본 연구는 LSTM 적용

을 통해 최종 목표를 이루어 직접 보상을 받는 관측-

행동쌍 뿐만 아니라, 해당 목표에 기여하였으나 보상
을 받지 못했던 궤적에 간접적으로 보상을 할당한다
(그림 4). 이를 통해희소보상환경에서 원활히 정책을

학습하고자 한다.

Ⅳ. 시뮬레이션을 통한 알고리즘 성능 분석

4.1 시뮬레이션 및 학습환경 설정
제안하는 방법의 네트워크 복구 성능을 검증하기

위해 다음과 같은 설정 아래 시뮬레이션이 수행되었

다. 모든 노드가 존재하는 3차원 환경의 크기는××으로 설정한다. 소스 노드 , 목적 노드 의개수는각각 1개로고정되며, 이동과학습의주

체인 릴레이 노드 의 개수는 1개로 고정한다. 릴레

이 노드는 각 에피소드마다 랜덤하게 주어지는 총 3

가지의 네트워크 부분 손실 상황 시나리오에서 네트

워크를복구한다(표 1). 모든시나리오에서 소스노드
와목적노드는고정된위치를가지며, 각시나리오에
서 2개의 보조노드의 위치는 시나리오별로 고정된다.

각에피소드는 40 타임스텝으로이루어져있다. 즉, 릴

레이노드 은 ×× 3차원환경내의랜덤한

  
Scenario 1

[0,0,0] [10, 10, 0]

[3.0, 2.0 ,2.7] [5.95, 5.05, 3.3]

Scenario 2 [5.95, 5.05, 3.3] [8.9, 8.1, 3.9]

Scenario 3 [8.9, 8.1, 3.9] [3.0, 2.0 ,2.7]

표 1.6네트워크 부분손실 상황 시나리오 별 노드의 위치
Table 1. Node locations of partially network loss scenarios

그림 4. 시계열을 고려한 궤적에의 보상신호 간접할당
Fig. 4. Intrinsic assignment of reward signal to trajectory
considering time series

Require:  dataset , initial critic network parameters  and an actor network parameter  , initial

target critic network parameters ’’ and target

actor network parameter ’, target update frequency, soft update ratio , train iteration step , total
train iteration , LSTM hidden cell ′’,
LSTM sequence length 
1: Load 
2: for step   ⋯
3:

   Sample sequence tuples  ′  …
    ′   from 
   Initialize hidden cells ’’

4:      ← ′′′
5:

    ←    min   ′ ′ ′
6:

   Update critic networks:  

    ← argmin      
7:    if  mod  then

     Initialize hidden cell 
8:

     Update actor network:

      ← argmax     
9:

     Update target networks:

     ’ ←  ’
     ’ ← ’

10:    end if
11: end for

Algorithm 1. TD3-LSTM offline learning algorithm
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위치에서 시작하여 40 타임스텝 안에 네트워크를 복
구하는 위치로 이동해야 한다. 이때, 한 타임스텝에서
움직일수있는릴레이노드의최대이동거리인 max
는 0.3으로, 릴레이 노드의 이동가능거리는에서정의된다. 또한릴레이노드의주행제
한높이 는 2로고정된다. 릴레이노드의관측가능

및 모든 노드의 통신 가능 거리 는 5.5로 고정된다.
이때, 목적노드는 소스노드부터 시작하여 각 노드를
거쳐 차례로 전달되는 패킷을 수신하면, 네트워크 복
구 성공 신호를 모든 노드에게 브로드캐스팅하는 네

트워크를 고려한다. 이를 통해 각 타임스텝마다 릴레
이 노드는 네트워크 복구 성공 여부를 알 수 있다고
가정한다.

4.2 학습에 사용된 데이터셋
본연구에서오프라인강화학습에필요한데이터셋

은 시뮬레이션 환경과 동일한 환경에서 수집한다.

데이터셋  는단위경험데이터   ’ 로이
루어진 길이의 에피소드 ’ ⋯’ 개로 구성

된다. 데이터셋은 Curriculum Learning[30]을 통해 학
습한 전문가 정책에서 수집된 Expert Dataset와 무작
위 정책에서 수집된 Random Dataset을 절반씩 혼합

하여 사용한다[31,32].

4.3 비교에 사용된 알고리즘 및 설정
본논문에서는제안하는방법의검증을위해두가

지 알고리즘과의 비교를 진행하였다. 본 절은 비교에

사용한
알고리즘을 간략히 설명한다.

4.3.1 Behavior Cloning

BC(Behavior Cloning)는 데이터셋과 가장 유사한

행동을취하도록하는지도학습법이다. 데이터셋을기
반으로 정책을학습한다는 점에서 오프라인 강화학습
과 유사하다. 하지만오프라인 강화학습에서관측-행

동쌍의 가치를 판단하여 가장 높은 가치를 가지는 것
으로 판단되는 행동을 취하는 것과 다르게, BC는 관
측정보가 주어지면 데이터셋 내의 관측-행동쌍과 가

장 비슷한 행동을 취하는 것이 목표이다. 가 가
입력으로

주어지면 를출력하는네트워크일때, BC의정책
학습을 위한 목적함수는 아래와 같다.

  argmin  (6)

4.3.2 Imitative Learning

IL(Imitative Learning)[21]은 TD3 알고리즘의 액터
네트워크에 규제항으로 BC를 추가한 방법이다. IL은
BC 규제항을 추가하여 학습의 안정성을 향상한다.

BC 규제항 이외는 TD3 알고리즘과 동일하며, IL의
액터 네트워크의 목적함수는 다음과 같다.

  argmax   (7)

이때 는규제항의반영정도를조절하는파라미터
로서, 본 시뮬레이션에서는 0.5로 설정한다.

4.4 학습성능 평가 기준
본논문은제안하는무인항공기의부분손실네트워

크 복구방법의 성능 기준으로 Hit Ratio를 고려하며

Hit Ratio는 다음과 같이 계산한다.

Hit Ratio
   

  (8)

즉, Hit Ratio가 1에 가까울수록 높은 네트워크 복

구 및 유지성능을 보임을 알 수 있다.

4.5 시뮬레이션 결과 분석
그림 5와 6은제안하는 TD3-LSTM 오프라인강화

학습과타알고리즘과의성능을비교하는그래프이다.

그래프의 x축은 학습 Iteration이며, 그래프의 y축은
Hit Ratio, 즉 학습 성능을 나타낸다. 실선과 음영은
각각 10번의실험 결과에 대한평균과 95% 신뢰구간

을 나타낸다.

그림 5는 제안하는 방법의 LSTM 적용 유무에 따
른학습성능을나타낸다. LSTM을적용하지않은오

프라인강화학습방법의 성능을나타내는 초록색실선
은 0.2 Hit Ratio를 유지함을 알 수 있다. 이를 통해
제안하는 방법이 LSTM을 적용하여 시계열 정보를

고려함으로써 희소보상환경에서 우수한 학습성능을
보임을 알 수 있다.

그림 6은 TD3-LSTM 오프라인강화학습알고리즘

과 IL, BC 알고리즘과의 비교를진행한다. 정확한 비
교를위하여 IL과 BC 알고리즘또한 LSTM 레이어를
적용하였다. IL은학습 Iteration 1만회이전까지제안

하는 알고리즘과 비슷한 학습 성능을 보이다 약 0.4

Hit Ratio를 유지한다. 반면, 제안하는 알고리즘은 학
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습 진행에 따라 성능이 증가하여 약 0.6 Hit Ratio를

유지한다. 즉, 40 타임스텝중약 16 타입스텝동안이
동하여 약 24 타임스텝동안 네트워크를 복구하여 연
결상태를유지함을알수있다. BC 방법은학습진행

과 무관하게 0.1 Hit Ratio를 유지한다. 해당 결과를
통해 오프라인 강화학습 기반 TD3-LSTM방법이 다
른 알고리즘에 비해 우수한 네트워크 복구 성능을 가

지고 있음을 알 수 있다.

Ⅴ. 결 론

본 연구는 무인항공기의 네트워크 복원을 위한 오
프라인 강화학습 기반 방법을 제안한다. 해당

TD3-LSTM 방법은 강화학습 알고리즘인 TD3의 신
경망에 시계열 정보를 고려할 수 있는 LSTM 레이어
를 적용하였다. 이를 통하여 희소보상 환경인 네트워

크 복원상황에서 다른 알고리즘에 비해 높은 학습성
능을 보이는 것을 확인하였다. 제안한 방법으로 학습
한 UAV는우수한네트워크복원성능을보여줄뿐만

아니라, 오프라인강화학습을고려하기때문에재난상
황에서의활용을기대할수있다. 후속연구로는더욱
복잡한문제상황에대한효과적인대응을할수있도

록 여러 대의 복구 무인항공기를 활용하는 멀티에이
전트 강화학습 연구를 진행하고자 한다.

Appendix

CPU ADM Ryzen 9 5900X 12-Core

GPU NVIDIA GeForce GTX 1660 SUPER

RAM 128G

SSD 500GB

표 A1. 연구 환경 시스템 사양
Table A1. System specification of the research

ﾠ Input
node

LSTM
layer

number

LSTM
layer
node

TD3-critic 13 1 [13, 32]

TD3-actor 10 1 [10, 32]

Imitative
Learning

10 1 [10, 32]

Behavior
Cloning

10 1 [10, 32]

ﾠ
LSTM

sequence
length

Hidden
layer

number

Hidden
layer
node

Output
node

TD3-critic 15 1 [32, 16] 1

TD3-actor 15 1 [32, 16] 3

Imitative
Learning

15 1 [32, 16] 3

Behavior
Cloning

15 1 [32, 16] 3

표 A2. 알고리즘 별 신경망 노드와 계층 정보
Table A2. Neural network node and layer of algorithm
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