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요 약

딥러닝 알고리즘의 발달과 함께 잔여 유효 수명 예측 위한 다양한 도메인 적응 기술이 발표되었다. 그 중 대부

분은 비지도 도메인 적응 방식이며, 그 중 적대적 접근 방식이 가장 성능이 좋은 것으로 알려져 있다. 그러나 적

대적 접근 방식은 딥러닝 네트워크의 시작 가중치에 따라 성능이 크게 좌우되는 불안정한 문제가 있다. 또한 비지

도 도메인 적응 방식은 도메인 시프트(domain shift)가 어느 정도 이상 클 경우 성능 개선이 제한적일 수 있다.

본 논문에서는 장단기 메모리(LSTM)를 기본 모델로 사용하는 AdaBoost 기반의 지도형 도메인 적응 방법을 제안

한다. 제안한 방법은 타겟 도메인 데이터가 소스 도메인 데이터보다 훨씬 작을 때 효과적이다. 이를 위해 미국 항

공우주국(NASA)에서 개발한 C-MAPSS 데이터 세트를 통해 제안된 방법을 테스트한 결과, 기존의 비지도 도메인

적응 예측 방법 대비 우수한 예측 성능을 확인할 수 있었다.
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ABSTRACT

Along with the advent of high-quality deep learning algorithms, several methods have been published for the

domain adaptation (DA) problem on remaining useful life. Most of them are unsupervised DA methods and

popular adversarial approaches are known to have best performance among them. But, we have found out that

adversarial approaches have an unstable problem that is the performance critically depends on the starting

weights of the deep-learning networks. Furthermore, unsupervised DA methods could get a limited performance

improvement if domain shift is larger than some extent. This paper proposes a supervised DA method based

on AdaBoost with Long Short-Term Memory (LSTM) as base estimators. The proposed approach is effective

when target domain data is much smaller than source domain data. On a publically accessible dataset, the

proposed methodology is tested, and when compared to previous unsupervised domain adaption prediction

methods, it reaches state-of-the-art prediction performance.
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Ⅰ. 서 론

제조장비및항공우주엔진과같은산업시스템의
예측유지보수를위한핵심기술은예지보전및상태
관리(PHM, Prognostics and Health Management)이다.

PHM 시스템은검사속도를높이고비용을절감하면서
사전예방적유지보수계획을가능하게한다[1-3]. 산업
시스템의 잔여 유효 수명(RUL, Remaining Useful

Life)을 정확하게 예측하는 것은 PHM에서 중요하다.

RUL 예측을위해다양한방법이개발되고있으며, 크
게모델기반방법과데이터기반방법으로분류할수

있다[4]. 시스템의메커니즘을효과적으로설명하고고
장을예측하기위해모델기반기법은해당분야에대한
전문 지식이 필요하다[5]. 그러나 이러한 기법은 매우

복잡한 시스템의 동역학적 메커니즘을 포착하지 못할
수있다. 현재는사용가능한데이터가풍부하고전문
지식에대한필요성이감소함에따라데이터기반예측

이 점점 더대중화되고 있다[6]. 제공된 데이터를 통해
전통적인머신러닝기법및딥러닝모델과같은데이터
기반방법론에의해사용되어정확한 RUL 예측을위한

숨겨진 패턴을 발견할 수 있다. 컨볼루션 신경망
(CNN)[7-11], 게이트순환유닛(GRU)[12-14], 장단기메모
리네트워크(LSTM)[15-17] 등많은다른신경망예측기

법이 개발되어 사용되고 있다. 비지도 학습은 최근
RUL 예측방법에서수많은노력을기울이고있는주제
이다. 모멘트매칭접근법과적대적훈련방법[18, 19]은

이러한 기법을 나눌 수 있는 두 가지 기본 그룹이다.

앞선기법들은분포불일치를줄임으로써도메인전반
의특징분포를정렬한다. 최대평균불일치(MMD) 손

실이있는다층퍼셉트론(MLP)은 Zhu 등[20]에의해제
안되었다. 특징추출후소스및대상도메인훈련데이
터는모두 MLP에동시에공급된다. 도메인불변특징

은MMD 손실과소스도메인회귀손실을낮춰생성된
다. 도메인분포를정렬하기위해 Yu 등[21]은 MMD를
사용하여 도메인 적응형 CNN-LSTM(DACL) 모델을

생성하고 C-MAPSS 데이터 세트에서테스트했다. 이
후 적대적 훈련을 활용하여 교차 도메인 예측 특징을
얻게된다. Da 등[23]는 LSTM-DANN이라는 RUL 도메

인적응네트워크를제안했다. 도메인간 RUL 예측을
수행하려면먼저소스도메인에서저하된패턴정보를
학습한 후, 그레디언트 인버전 레이어(gradient

inversion layer) 을사용하여소스도메인회귀모델을
수정하여대상도메인의특징분포에적응해야한다[24].

LSTM-DANN 외에도 LSTM-ADDA로 알려진

LSTM-DANN의변형이존재한다[25]. 이기법[26]을기

반으로 하며, LSTM-DANN과 비슷한 성능을 가지고
있지만더간단한구조를가지고있다. 전통적인머신러
닝커뮤니티에는대상도메인데이터가소스도메인데

이터보다 훨씬 작을 때 잘 작동하는 지도 전이 학습
기법이있다. 이방법은처음에는분류[27]에, 그다음에
는 회귀[28]에 활용되었으며, AdaBoost 추정기가 사용

되었다.

본 논문에서는 LSTM과 AdaBoost를 결합한 지도
학습프레임워크인 LSTM-AdaBoost를제안하며, 부스

팅방법을전이학습에사용한방법[28]의영향을받았다.

레이블이지정된타깃도메인데이터가소스도메인에
비해상대적으로희박한경우에도제안된기법은타깃

도메인에적응할수있다. 타겟도메인데이터가처음에
매우희박한경우, 제안된지도방식이비지도방식보다
실시간 상황에서 더 유용하다. 실제로 비지도 기법은

대상도메인데이터가충분히방대하고레이블이지정
되지않은경우에만유용하다. 제안된접근방식의실행
가능성을입증하기위해미국항공우주국(NASA)에서

개발한 C-MAPSS 데이터세트에대한테스트를수행했
다. 대상도메인데이터가희소할때실시간시나리오에
적합한 지도형 딥러닝 RUL 예측 기법을 제시하였다.

2절에서는도메인적응, LSTM 및 AdaBoost 기술을
검토한다. 3절에서는 학습 절차와 제안된 LSTM-

AdaBoost 아키텍처를소개한다. 4절에서는데이터세

트전처리기법과실험파라미터설정에대해간략하게
설명하며, 실험결과를사용하여제안한기법의우수성
을 입증한다.

Ⅱ. 기존 알고리즘

2.1 문제정의
문제를적절히설명하기위해, 우리는도메인적응의

기본적인 표준 표기법을 제공한다[29]. 도메인
에서 는특징공간이고, 이며, 는

이 특징 공간에서 데이터의 한계 분포이다. 레이블이
지정된 소스 도메인 와 타깃 도메인

이주어지면, 지도도메인적응문제는

레이블이 지정된 소스로부터 지식을 이전하여 효과적
으로결합함으로써작은크기의레이블이지정된타깃
에서성능을개선하는것을목표로한다. 이문제에서

와 는모두다양한작동및고장조건에서항공기
엔진의다변량시계열데이터이다. 특히, 우리는 특정
작동/고장조건의항공기엔진데이터를라벨링하고, 작

동/고장 조건이 다른 작은 크기의 라벨링된 데이터의
RUL 예측을개선하는것을목표로한다. 소스도메인
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로표시하며, 는총샘플수이고, 여기

서 는 M개의센서와 K개의시간단계가있

는 입력 소스 샘플, 은 해당 RUL 레이블이다.

마찬가지로 타겟 도메인 , 여기서

이고 는 타겟 도메인 샘플의 수이다.

2.2 장단기 메모리(LSTM)
순환신경망(RNN)의 하위 유형인 장단기 메모리

(LSTM) 네트워크[27]는본논문의제안된방법에서시

간적특징추출기역할을한다. 장기및단기종속성을
모두 식별할 수 있고 기울기 소실 또는 폭발 문제를

완화할수있는능력으로인해 LSTM은가장자주사용

되는 RNN 변형중하나이다. 그림 1에서볼수있듯이
LSTM 셀은입력게이트, 잊음게이트, 출력게이트를
사용하여현재셀상태 를업데이트하고숨겨진상태

벡터 를 출력하는 방식이다.

그림 1. LSTM 셀 구조
Fig. 1. The detail structure of LSTM cell.

2.3 AdaBoost 알고리즘
AdaBoost[31]는분류를위한가장잘알려진부스팅

기법중하나이다. AdaBoost는가정을개발하는데사
용되는각훈련인스턴스에가중치 를할당한다. 각
사례의상대적관련성을나타내는이가중치는데이터

세트에 대한 가설의 오차를 계산하는 데도 사용된다.

이를반복하면서가중치가재조정되며, 이전가설에서
제대로분류하지못한사례에더높은가중치를부여한

다. 결과적으로학습은프로세스가진행됨에따라분류
하기 가장 어려운 상황에 집중하게 된다.

회귀에 AdaBoost를 적용하기 위해 AdaBoostR2와

같은 다양한 기법이 제안되었다[32]. AdaBoost의 주요
구성요소는각반복에서잘못분류된인스턴스의가중
치를재조정하는것이다. 회귀문제에서인스턴스 에

대한가설 에의해주어진출력은정확하거나부정확

하지않지만, 실수오차 를가지며, 이

는 임의로 커질 수 있다. 따라서 조정된 오류를 통해
매핑하는방법이필요하며, 이는 AdaBoost에서사용하
는 가중치 공식에 사용할 수 있다. AdaBoostR2 에서

사용되는 방법은 각 조정된 오차 가 [0, 1] 범위에

있도록각오차를최대오차 에대한관

계로 표현하는 것이다.

Ⅲ. AdaBoost-LSTM 알고리즘

제안된방법아키텍처는이섹션에서자세히설명한
다. 기본학습기 LSTM을사용한 AdaBoost 회귀는그
림 2에표시된아키텍처와같다. 훈련집합에 n개의샘
플이포함되어있다고가정한다. i = 1, 2, ⋯, n 에대한
샘플 i의실제 RUL 값을 라고한다. AdaBoost 회귀

는 H개의하위회귀자, 즉 LSTM을생성하고각회귀자

를원래훈련집합으로훈련한다. 각회귀변수 에대
해샘플 i, i = 1, 2, ⋯, n에대한정규화된추정오차를
다음과 같이 나타낸다.

그리고 추정 오차 는 다음과 같이 정의된다.

(1)

(2)

샘플 i의 가중치는 식(3)에 의해 업데이트 된다.

(3)

그림 2. AdaBoost-LSTM 구조
Fig. 2. An illustration of the architecture of the AdaBoost
with base learning machine LSTM.
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여기서, 은정규화된상수로 식(4)와같이표현
된다.

(4)

식(3)은이전반복에서추정오차가큰샘플은논리
적으로후속반복에서큰샘플링가중치가부여됨을보

여준다. 그결과훈련과정에서 AdaBoost 회귀분석기는
정확한예측이어려운샘플에세심한주의를기울여추
정오차를줄인다. 최종적으로훈련된 AdaBoost 회귀

모델은모든 H 하위회귀모델에대해다음과같이가
중치를 부여한 회귀 모델 h(x)가 된다.

(5)

여기서회귀변수 의가중치 는추정오

차 에따라감소한다. 즉, 추정오차가작은회귀변수가
최종 회귀변수 h(x)에 더 많이 기여하게 된다.

각회귀 LSTM에대한평균제곱오차(MSE) 기준을

기반으로 모델을 학습한다.

(6)

여기서 y는예측된 RUL값, 는 RUL 참값이며, n은
학습 샘플의 번호를 나타낸다.

Ⅳ. 실 험

4.1 데이터 준비 및 전처리
C-MAPSS[33] 데이터는항공기엔진의작동-고장테

스트를나타내는잘알려진벤치마크데이터세트이다.

이 데이터 세트는 표 1에 표시된 것처럼 FD001,

FD002, FD003 및 FD004의 네 가지 하위 집합으로
구성된다. 이러한 하위 집합은 작동 환경, 고장 유형,

수명 및 엔진 수 측면에서 다른 특성을 가진다. 특히

Training engines은모델을훈련하는데사용할수있는
엔진의수를반영하고, Test engines은테스트에사용할
수있는엔진의수를나타낸다. 각데이터하위집합에

대한총훈련샘플수를 Training samples이라고한다.

각 데이터 하위 집합에 대한 총 테스트 샘플 수를
Testing samples이라 한다. Max life spans은 엔진이

고장나기전까지얼마나많은사이클을견딜수있는지

를 측정한다.

각엔진의회전부품은다양한센서를통해감지된
다. 여기서는데이터처리방법에대해간략히설명한

다. 먼저, RUL 예측에 유용한 센서를 선택한다[34, 35].

작동에서고장까지명확한열화패턴을보여줄수있는
센서가가장유익한센서이다. 여기에서는무작위로선

택된엔진의센서판독값을표시한다. 일부센서는전체
성능저하기간동안본질적으로일정하게유지되므로
모델이성능저하과정을정확하게시뮬레이션하지못

할수있다. 따라서소스및대상도메인에서가장유용
한공통센서만선택한다. 다음센서인 S2, S3, S4, S7,

S8, S9, S11, S12, S13, S14, S15, S17, S20 및 S21은

이 기법을 기반으로 선택하였다.

둘째, 다양한작동조건에서동일한유형의센서라도
눈에띄게다른 값을제공할 수있다. 각작업상황에

대해최소-최대정규화를사용하여이러한조건의영향
을줄인다. 따라서다양한작업상황에서수집된데이터
는 [0, 1] 범위로 표준화된다.

세번째단계에서는작동-고장 주기로부터데이터
샘플을생성하기위해슬라이딩윈도우를사용하였다.

이 때, LSTM의 윈도우 크기는 30으로 결정하였다[34,

35]. 또한, 실제 RUL 대신조각별선형 RUL[36]을사용
하며, 즉실제 RUL이최대 RUL보다크면최대 RUL을

대신 사용한다.

4.2 모델 세팅
LSTM-AdaBoost 접근 방식은 LSTM 모델과

AdaBoost 모델로구성된다. LSTM-AdaBoost의전체
구조는 그림 2와 같다. 표 2과 표 3은 각각 LSTM과

AdaBoost의 세부 설정을 나타낸다.

BiLSTM 모델 학습을 위해 배치 크기 256의 미니
배치학습을채택했다. 과적합을줄이기위해전체구조

에걸쳐드롭아웃정규화를채택하고드롭아웃비율을
0.5로설정하였다. 아담옵티마이저를사용하여 0.5e-4

의학습률로손실을최소화하였다. 훈련에포크의범위

Dataset FD001 FD002 FD003 FD004

Training engines 100 260 100 249

Testing engines 100 259 100 248

Training samples 17731 48558 21220 56815

Testing samples 100 259 100 248

Max life spans
(cycles)

362 378 512 128

표 1. C-MAPSS 데이터세트의 특성
Table 1. Properties of C-MAPSS dataset
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는 20~150 에포크이다. Ada-Boost 모델의경우 LSTM

을 사용하였다.

모델의 성능을 정량화하고 C-MAPSS 데이터 세트

를활용한기존연구와의성능을비교하기위해평균제
곱근오차 (RMSE)와 Socre 지표를 사용하였다[23,34].

RMSE 지표는 다음과 같이 정의된다.

여기서 와 는각각예측된 RUL과기준값 RUL을
나타낸다. RMSE 메트릭은초기및후기 RUL 예측을
동일하게취급한다. 예후예측애플리케이션의경우늦

은 RUL 예측은시스템에더욱부정적인영향을줄수
있다. 이 문제를 처리하기 위해 Score 메트릭은 늦은

RUL 예측에대해가혹한페널티를부과하는데사용된
다. 다음과 같이 공식화할 수 있다.

(7)

(8)

4.3 도메인 적응 미적용 결과와 비교
제안한 적응 방법의 효과를 증명하기 위해 비적응

방법(Source-Only)의실험으로소스도메인학습데이

터로학습된소스도메인모델에타겟테스트데이터를
입력한다. 또한, 타겟도메인학습데이터로학습된타
겟모델에타겟테스트데이터를입력하는데, 이는타겟

도메인에충분한학습데이터가있는이상적인상황을
나타낸다(Target-Only). 마지막으로타겟과 소스 도메
인데이터의비율이 0.01인경우(Target-0.01%)가포함

된다. C-MAPSS의각하위집합을소스도메인으로사
용하여실험결과를개별적으로분석하고논의한다. 타
겟및소스도메인데이터의비율에따라세가지경우

의 RMSE와점수성능을 요약하면표 4에나와있다.

Source-Only는 0%, Target(0.01%)는 0.01%,

Target-Only는 100%이다.

대부분의 경우제안한 LSTM-AdaBoost의예측성
능이 '소스전용'의예측성능보다훨씬높은것을알

Layer 1 BiLSTM(14,32) → Dropout

Layer 2 BiLSTM(32,32) → Dropout

Layer 3 BiLSTM(32,32) → Dropout

Layer 4 BiLSTM(32,32) → Dropout

Layer 5 BiLSTM(32,32) → Dropout

Layer output FC(64,32) → FC(32,16) → FC(16,1)

표 2. LSTM 파라미터 설정
Table 2. Parameter setting for LSTM

Parameters Kernel Penalty
Kernel
coef.

H
Learning

rate

Settings RBF* 10 0.099 10 1.0

* RBF (Radial Basis Function)

표 3. AdaBoost 파라미터 설정
Table 3. Parameter setting for AdaBoost regression

Metric RMSE Score

Method Source-Only Target (0.01%) Target-Only Source-Only Target (0.01%) Target-Only

FD001 → FD002 20.98 18.44 14.82 2584.56 1595.39 1051.26

FD001 → FD003 63.72 19.16 15.34 66012.96 1667.71 478.25

FD001 → FD004 44.63 22.30 16.28 51108.78 5038.59 1654.18

FD002 → FD001 16.83 15.91 14.15 810.66 548.93 304.49

FD002 → FD003 31.00 19.41 15.34 2660.99 1453.46 478.25

FD002 → FD004 34.14 21.42 16.28 11083.57 4959.30 1654.18

FD003 → FD001 44.79 17.95 14.15 195558.27 756.29 304.49

FD003 → FD002 48.97 19.03 14.82 1501091.67 2239.72 1051.26

FD003 → FD004 31.56 19.61 16.28 252911.91 2533.95 1654.18

FD004 → FD001 33.90 24.51 14.15 57819.95 2730.16 304.49

FD004 → FD002 25.79 20.91 14.82 44770.4 2066.05 1051.26

FD004 → FD003 19.32 20.51 15.34 1438.86 2045.40 478.25

표 4. Source-Only, Target-Only, Target(0.01%)에 대한 LSTM-AdaBoost 성능 비교
Table 4. LSTM-AdaBoost Performance Comparison for Source-Only, Target-Only and Target (0.01%).
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수있다. 소스전용모델은도메인이동이작을때합리
적인성능을얻을수있지만, 제안한방법은대상데이
터의일부만레이블을지정할경우효과를더욱향상시

킬 수 있다.

4.4 비지도 전이학습 결과와 비교
제안하는 방법과 비교하기 위해 비지도 전이 학습

방법중 SOTA 모델인 LSTM-ADDA[18]를사용하였다.

이 비교는 지도 전이 학습과 비지도 전이 학습 간의
성능 차이를 보여줄 수 있다.

평가 지표의 비교 결과는 표 5와 같다. 제안한

LSTM-AdaBoost의예측성능이대부분비지도모델에
비해 월등히 높다는 것을 알 수 있다. 또한,

LSTM-ADDA는소스도메인에서학습된초기가중치

에매우민감하다는것을알수있다. 소스도메인에서
LSTM-ADDA (Worst) (FD001 > FD002 - RMSE:

20.20, Score: 2254.99)의 RMSE와 Score는

LSTM-ADDA (Best) (FD001 > FD002 -RMSE:

20.72, Score: 3309.15)보다 동등하거나 더 좋으며,

FD003 > FD001 & FD002와같은경우도메인적응의

RMSE와 점수는 서로 매우 다르게 나타났다.

Ⅴ. 결 론

본논문에서는 LSTM 네트워크와 AdaBoost 프레임
워크(LSTM-AdaBoost)를결합하여새로운도메인적
응 RUL 예측기법을제안하였다. 제안한모델의예측

효과를 C-MAPSS 데이터셋을 통해 검증하였다.

제안한 방법은 소스 도메인 데이터와 소량의 타겟
데이터를사용하여모델을학습시키고, AdaBoost 회귀

분석은정확한예측이어려운샘플에많은주의를기울
여추정오차를줄이게된다. LSTM-AdaBoost 방법의
효과를설명하기위해두가지비교실험을수행하였다.

실험 결과 제안한 방법의 예측 결과가 다른 방법보다
우수하다는것을알수있다. 제안한방법은타겟도메
인데이터가소스도메인데이터보다훨씬작을때효과

적이다.

현실에서는비지도학습방법을사용하는것보다본
논문에서 제안한 LSTM-AdaBoost와 같은 지도 학습

방법을사용하여타겟데이터의일부를활용하는것이
더효과적일것으로판단된다. 비지도학습방법의경우
RMSE 값의성능은다소높았지만, Score 결과를통해

소스도메인에서학습한초기가중치에민감한것으로
나타났다. 따라서성능은높고목표도메인에대한민감
도는낮은 LSTM-AdaBoost가더유용할것으로판단

된다. 목표도메인의 RUL을직접추정하기위해향후
작업에서는 학습 프로세스에서 목표 도메인 데이터를
제거하고대신다중소스데이터와함께일반화된모델

을 활용하는 방안에 대해 연구할 계획이다.
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